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Abstract  

        In order to assess software reliability, many software reliability growth models 

(SRGMs) have been used for estimation of reliability growth. . In this work, the 

parameters of (SRGMs) were estimated by using Flower Pollination Algorithm (FPA). 

Then, the (FPA) was hybrid with Real Coded Genetic Algorithm (RGA) to obtain 

Hybrid FPA (HFPA). 

        The results that obtained from (FPA) are compared to the results of five 

algorithms: Particle Swarm Optimization (PSO), Artificial Bee Colony (ABC), the 

Dichotomous Artificial Bee Colony (DABC), Classic Genetic Algorithm (CGA) and 

the Modified Genetic Algorithm (MGA). 

        The results showed that (FPA) outperformed the rest of the algorithms in 

parameters estimating accuracy and performance using identical datasets. Sometimes, 

the (DABC) showed better performance than (FPA). 

       Other comparisons were made between (FPA) and (HFPA) and the results show 

that the hybrid algorithm outperformed the original one. 
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 الخلاصة

 Software) ياتمجالبر  وثوقية نمو نماذج من العديد استعمال تم ، البرمجيات وثوقية تقييم أجل من        

Reliability Growth Models (SRGMs)) معلمات الـ تخمين تم ، العمل هذا في.  وثوقيةال نمو لتخمين 
(SRGMs )الزهرة خوارزمية تلقيح استعمالب (Flower Pollination Algorithm(FPA) .)تهجين الـ  تم ثم
(FPA )الجينية الخوارزمية معReal) Coded Genetic Algorithm(RGA)) )خوارزمية   على للحصول

  .(Hybrid FPA (HFPA)) الزهرة المهجنة

 خمس   نتائج مع  ( FPA) خوارزمية النتائج التي تم الحصول عليها منتمت مقارنة          

مستعمرة  خوارزمية ( ، Particle Swarm Optimization (PSO)) الطيورخوارزمية سرب : وهيخوارزميات 
، (Dichotomous ABC(DABC)والخوارزمية المطورة منها ) ( Artificial Bee Colony (ABC)النحل )

  والخوارزمية المحدثة منها ( Classic Genetic Algorithm (CGA)الخوارزمية الجينية الكلاسيكية )
(Modified Genetic Algorithm (MGA).) 

 والأداء الدقة إذمن  المعلمات تخمين في الخوارزميات باقي على( FPA) خوارزمية تفوق  النتائج أظهرت      
 (.FPA) من أفضل أداء( DABC) ت خوارزمية الـأظهر  ، الأحيان بعض في. متطابقة بيانات  استعمالبو 

 على نة المهج الخوارزمية  ق تفو  النتائج وأظهرت( HFPA) و ( FPA) بين أخرى  مقارنات إجراء تموبالتالي       
 .الدقة وسرعة الأداء إذمن  الأصلية الخوارزمية

 

 ذكاء السرب, نماذج نمو وثوقية البرمجيات.  الكلمات المفتاحية:
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 المقدمة

"إحتمالية عمل  أيضا  وتعرف "  البرمجيات بـ "كيفية تحقيق البرنامج للمتطلبات المرجوة وثوقيةتعرف          
 .[1] البرنامج بدون فشل لمدة معينة من الوقت وفي بيئة محددة"

فمن الممكن   ,مور الصعبةم لا من الأ أسلم للزبون موثوق ذي سين البرنامج الأولة معرفة هل ان محإ         
, فمجهزي البرامج بحاجة إلى معرفة  قد فات الأوانلكن عندها يكون  هعندما يجهز الزبون بالبرنامج  وثوقيةمعرفة 
 .[2] قبل التسليم البرمجيات تزودنا بمثل هذه المعلومات وثوقية نماذج  إن البرنامج قبل تجهيز الزبون به.  وثوقية

البرمجيات لقياس نمو   وثوقيةوتحليل العديد من نماذج نمو  اقتراحالاخيرة, تم  ربعةعقود الاخلال ال         
تحوي المعادلات الخاصة بالنماذج على معلمات يتم تخمينها بالإعتماد على بيانات الفشل وبما  . البرامج وثوقية

الطرائق التقليدية لهذا الغرض   استعمالفاصبح من الصعب  البرمجيات غير خطية وثوقيةغلب نماذج نمو أ ن أ
مكانية القصوى وطريقة تخمين الإ( Least Squares Estimation(LSE)) رصغطريقة تخمين التربيعات الأك
(Maximum Likelihood Estimation (MLE)) [3]، اصبح من الضروري ايجاد  أمن هذا المبد ً  طلاقانإ

)تتضمن:   وراء الحدس خطية فكان التوجه لخوارزميات ماالغير وثوقية للمعادلات طرائق اخرى لتخمين ال
شعبية كبيرة  لتي لاقت وا , خوارزميات اساسها الظواهر الفيزيائية وخوارزميات ذكاء السرب(الخوارزميات التطورية

 .[4]في هذا المجال

( FPA) الزهرة تلقيح خوارزمية وهي السرب ذكاء خوارزميات  من خوارزمية تعملسنس ، العمل هذا في         
 RGA)الجينية المشفرة بقيم حقيقية ) الخوارزمية مع( FPA) تهجين الـ  ثم ,(SRGMs) ات الـمعلم لتقدير

 . التخمين أداء لتحسين

 

 البرمجيات وثوقيةنماذج نمو  .1
 تم وقد ، كبيرا تقدم ا البرمجيات وثوقيةنمو  نماذج في الدراسات ،حققت السبعينياتمنتصف  في       
 .[3]الفي هذا المج وثوقيةال نماذج من العديد استعمال بالفعل

  حالات  بين  الوقت عملوالتي تست ، المستقبلي الفشل بسلوك التنبؤ هو( SRGMs)الـ  من ان الهدف         
 .5]] كبيانات لها محددة زمنية فترة في الملاحظ الفشل عدد أو الفشل

-Non) نماذج عملية بواسون غير المتجانسة  لكن تعد البرمجيات  وثوقية نماذج نمو العديد من هنالك         
Homogeneous Poisson Process (NHPP)) غير وهي من النماذج  ً  استعمالاوالاكثر  كثر دقة هي الأ

 . [6] خطيةال

قبول وتحديد البرنامج إلى حد م وثوقيةتخاذ القرار ما إذا وصلت ي البرنامج لإدستساعد مهن هذه النماذج        
( يتبع  t بأن عدد العيوب المكتشفة خلال الوقت ) NHPPتفترض نماذج الـ  .[7]للتسليم  زا  متى يكون النظام جاه

(NHPP بدالة قيمة المتوسط )t))µ إلى  دالة قيمة المتوسط شتقاقإ. ويؤديt))λ   والتي هي كثافة الفشل للبرنامج
 .[8]  التي تقل كلما تم إكتشاف وإزالة العيوب 
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في الدراسات السابقة التي  نفسها المستعملة اربعة منها وهي عملنااست( NHPPهنالك العديد من نماذج الـ )       
 وكما موضح في الجدول ادناه:  سيتم المقارنة معها

 

 بحث.في ال المستعملة SRGMنماذج الـ  1) :الجدول )

 دالة قيمة المتوسط  وصف النموذج النموذج
المعلمات 

 المخمنة 

G-Om 

تم تقديم هذا النموذج من قبل العالمين  
Goel  وOkumoto  ويسمى   1978عام

الُأسي  NHPPأيضا  نموذج 
(Exponential NHPP Model )[8]. 

 

μ(t) = a(1 − e−bt) a , b 

POWm 

قدم النماذج أمن  يعد( powerنموذج القوة )
  1964عام  Duaneقترح من قبل العالم او 

طريقة   ويعد حيانا  أسمه إويسمى النموذج ب
  وثوقية رسومية ليؤدي تحليل بيانات نمو ال

 . [9]وهو بسيط ومباشر للفهم 

 

μ(t) = atb a , b 

DSSm 
(  Delayed S-Shaped modelنموذج )

  1983عام  Yamadaاقترح من قبل العالم 
[[8. 

μ(t) = a(1 − (1 + bt)e−bt) a , b 

INFSm 

(Inflection S-Shaped     model) 
اذ  1984سنة  Ohbaقترح من قبل العالم ا

ن معدل إكتشاف العيب يزداد إيفترض 
 [10]. بزيادة الإختبار

 

μ(t) =
a(1 − e−bt)

1 + ce−bt
 

a , b 
and c 

 
 إن : إذ

a > 0   الإختبار : تمثل التخمين الأولي للعدد الكلي لحالات الفشل الذي سيكتشف في نهاية. 
b > 0      :كثافة الفشل للعيب. تمثل 
t           .تمثل وقت حصول الفشل : 

   0 >  cوتحسب من المعادلة : لتواء: تمثل معلمة الإ 
c =

1−r

r
……………………(1) 
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 . لتواء : تمثل معدل الإ  r >0< 1 اذ ان
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 الجانب العملي

 اضافة الى الخوارزميات المستعملة سنتطرق في هذا الجانب الى الخوارزميات التي تمت المقارنة معها            
 في هذا العمل وتفاصيل كل منهم.

 : الخوارزميات التي تمت المقارنة معها -1
 DABCو   ABC,PSOالخوارزميات  1-1

فقد  DABCو  ABC اما خوارزميتي  Sheta [11]( من قبل الباحث PSOخوارزمية ) استعمالتم          
 البرمجيات.   وثوقيةلتخمين معلمات نماذج  [12] وآخرون   Ajith Abrahamمن قبل  عملتاست

 :  عملةالبيانات المست 1-1-1

التي تم الحصول عليها من قياس فشل النظام أثناء الاختبار في تطبيق  مجموعة البيانات  استعمالتم 
يحوي على عدد حالات الفشل  والجدول الخاص بهذه البيانات ا  قياس 111والتي تحوي على الزمن الحقيقي  

المشاركين في عملية   twi)وعدد عمال الإختبار) mi)، وعدد الفشل التراكمي )(xi) اتم قراءته تيال ةالمقاس
من البيانات %70  استعمال( يوم. تم 111الإختبار، ولقد تم قياس مجموعة البيانات هذه بالأيام والتي عددها )

 الأولى. بالبياناتمن البيانات للإختبار وسيتم تسيمة هذه البيانات  %30للتدريب و 

 دالة اللياقة: 1-1-2

ها استعماللإعطاء قيمة اللياقة لكل حل وتم (RMSE) دالة الجذر متوسط مربع الخطأ  استعمالتم  
 لغرض المقارنة النهائية أيضا , فكلما كانت قيمتها أقل كان الحل المرشح أفضل.

RMSE = √
1

N
∑ (mi − µi)2

N
i=1   ……….(2) 

إن: إذ  
  N : جلتخمين معلمات النموذ عملةمثل عدد القياسات المستت . 

mi   .تمثل عدد الفشل الملاحظ التراكمي : 
  µi .تمثل عدد الفشل المتوقع التراكمي : 

 : عملةالنماذج المست  1-1-3

 (.DSS(, و)G-O( ,)POWثلاثة نماذج وهي:) استعمالتم 

 :MGA و  CGAخوارزميات   1-2

   Chao-Jung Hsu ينمن قبل الباحث (MGA)الخوارزمية الجينية المطورة  استعمالتم          

 الباحثان  عملهاستإالتي  (CGA)ومقارنتها بالخوارزمية الجينية التقليدية  Chin-Yu Huang [13]و 
Minohara  وTohma.  
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 :  عملةالبيانات المست 1-2-1

 ( وكما مبين في الجدول أدناه.Data setثلاثة أنواع من البيانات ) استعمالتم 

 MGA .و  CGAفي  الخوارزميات   المستعملةالبيانات  :(2الجدول )

 وصف البيانات  عدد حالات الفشل عدد أسابيع الإختبار مجموعة البيانات 

DS1 19  328 إسبوع 
البيانات المجمعة من اختبار  

 PL/Iتطبيقات اللغات البرمجية )
database application) 

DS2 20  100 إسبوع 
بيانات اختبار الاصدار الاول لنظام 
برمجي من اربع اصدرات منتجة من  

 شركة الحاسوب 

DS3 34  بيانات اختبار الشبكة اللاسلكية  181 إسبوع 

 

. وسيتم تسمية هذه البيانات mi)يحوي كل جدول على إسبوع الإختبار وعدد الفشل التراكمي ) إذ
 . الثانية بمجموعة البيانات

 دالة اللياقة: 1-2-2

 Least Squares)صغر دالة لياقة مستندة على طريقة تخمين التربيعات الأ استعمالتم  
Estimation (LSE)كان الكروموسوم المرشح افضل. وسوم وكلما كانت قيمتها أكبر( لحساب لياقة كل كروم 

fitnessLSE =
1

∑ (mi−μi)
2N

i=1

  …………….…….(3) 

لغرض المقارنة النهائية والتي   (Mean Square Error( MSE))أمتوسط مربع الخط استعمالوتم 
 كلما كانت أقل كانت أفضل. 

MSE =
1

N
∑ (mi − μi)

2N
i=1  ………………….(4) 

إن: إذ  
 N : جلتخمين معلمات النموذ المستعملةمثل عدد القياسات ت. 

mi   .تمثل عدد الفشل الملاحظ التراكمي : 
 µi                .تمثل عدد الفشل المتوقع التراكمي : 

 : المستعملةالنماذج  1-2-3

 (. INFS( و )EXPنموذجين) استعمالتم 

 في البحث: المستعملةالخوارزميات  -2
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 Flower Pollination Algorithm(FPA)       خوارزمية تلقيح الزهرة             2-1 

مت من عملية تلقيح له  ستُ إإحدى الخوارزميات المستوحاة من الطبيعة والتي  خوارزمية تلقيح الزهرة  تعد           
       [.14]  2012سنة   Yangدت من قبل العالم . وأوج  يدنتاجها من جدإعادة الزهور لإ

من  90حوالي % ,(Abiotic( وغير حيوي)Bioticخذ التلقيح شكلين رئيسيين: حيوي )أن يأيمكن 
و , ينتشر غبار الطلع بواسطة ملقحات كالحشرات والحيوانات إذالنباتات المزهرة تنتمي إلى التلقيح الحيوي 

 .الرياح والمياه بالمساعدة في التلقيحيحتاج ملقحات بل تقوم  من التلقيح يكون غير حيوي أي لا 10حوالي %

(: يحصل عندما حبوب لقاح من زهرة تلقح Self-Pollination) التلقيح الذاتييتم التلقيح بطريقتين:            
 . نفسه النبات خرى علىأُ أو زهرة  الزهرة نفسها

خرى أُ (: يحصل عندما  تنتقل حبوب لقاح من زهرة على نبات إلى زهرة Cross-Pollinationالتلقيح الخلطي )
 . 15]]خرآنبات   من
 
                                                  FPA  Rules Of FPAقواعد خوارزمية  2-1-1

 : [14] الآتية ربعف ثبوتية الزهرة وسلوك الملقحات في عملية التلقيح بالقواعد الأوص  ن تُ أيمكن          
تؤدي الملقحات فيها رحلة  إذ( Global Pollinationعملية تلقيح شاملة ) دالتلقيح الخلطي الحيوي يع -1

 ليفي.
 (.Local Pollination)ا محلي  اتلقيح دحيوي يعالغير التلقيح الذاتي  -2
 ثنين من الزهور المعنية.إحتمالية إعادة الإنتاج والتي تتناسب حسب تشابه إنها أعتبار ثبوتية الزهرة ب إ يمكن  -3
حتمالية التبديل إر عليه من خلال سيط  التبديل أو التفاعل بين التلقيح الشامل والتلقيح المحلي يمكن أن يُ  -4

 p ∈ [0,1]. 
                 

 لتلقيح الشامل والتلقيح المحليالتمثيل الرياضي ل 2-1-2
Mathematical Representation Of Global And Local Pollination 

في التلقيح الشامل ف . ة لخوارزمية تلقيح الزهرةوالتلقيح المحلي الخطوات الرئيس التلقيح الشامل ديع
الحشرات ن ن تسافر لمسافات بعيدة لأأوحبوب اللقاح يمكن  ,تحمل حبوب اللقاح بواسطة الملقحات كالحشرات

 تيكالآ  رياضيا   3والقاعدة رقم  1لهذا تمثل القاعدة رقم , غلب الطيران والتحرك لمدى طويليمكنها على الأ
[14] : 

xi
t+1 = xi

t + γL(λ)(xi
t − xbest)  ................... (5) 

إن: إذ  
    : xi

t الحل في الدورةt. 
 : xbest أفضل حل تم الحصول عليه في الدورةt . 

.عامل التحجيم للسيطرة على حجم الخطوة  : γ            
    L(λ) : معلمة تتبع توزيع ليفي. 

xi : الحل الجديد. 
t+1     
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 2تمثل القاعدة رقم   إذ ,نفسه النبات على ي بين زهورأ يكون التلقيح ذاتيا  ففي التلقيح المحلي أما          
 : تيكالآ رياضيا   3والقاعدة رقم 

xi
t+1 = xi

t + ϵ(xj
t − xk

t ) ................................ (6) 
إن: إذ  

:   xi         
t  .tالحل في الدورة   

   . الحل الجديد  : xi
t+1      

  : xj
t, xk

t إذ نفسه حبوب لقاح من زهور مختلفة على النبات  j ,k عشوائيا    مؤشرات مختارة . 
: ϵ   متغير عشوائي يتبع التوزيع المنتظمU (0,1) . 

 
 Random Walks And Lévy Flight               السير العشوائي و رحلة ليفي 2-1-3

سلسلة من الخطوات العشوائية الواحدة تلو الُأخرى. فلنفرض  نه عملية إتخاذأف السير العشوائي بعر  يُ 
( تمثل مجموع هذه الخطوات المتتالية, فإن  SNن )إ( تمثل خطوة عشوائية مستمدة من التوزيع العشوائي, و Xiن )إ
(SN :تشكل سيرا  عشوائيا  كما في المعادلة التالية ) 

 SN = ∑  Xi = X1 + ⋯+N
i=1 XN, ....................  (7) 

نها  أبفتُعرف رحلة ليفي أما  .[3]وتا  ا ويمكن لحجم الخطوة في السير العشوائي أن يكون ثابتا  أو متف
ن أالمعلمة التي تمثل قوة حبوب اللقاح, وبما   L تعد. [16]سير عشوائي والذي تتبع فيه حجم الخطوة توزيع ليفي 

وتتبع توزيع ليفي   L > 0تؤخذ  إذ ذه الظاهرةرحلة ليفي لتقليد ه استعمالالحشرات تنتقل لمسافات طويلة فيتم 
[15] : 

L~
λΓ(λ)sin(πλ 2⁄ ) 

π

1

s1+λ ..................... ...............  (8)  
 إن: إذ

 تتبع توزيع ليفي. Lتشير إلى أن ~: 
(Γ(λ  ,دالة كاما القياسية :λ =1.5   

:S  :حجم الخطوة وتحسب من المعادلة الآتية 
s =

U

|V|1 λ⁄  ………………………………....... (9) 
 

 :U~N(0, σ2)  إن  إذ U   تتبع التوزيع الطبيعي بمتوسط حسابي مساوي للصفر وإنحراف معياري مساوي لـ
σ2. 

 
 :V~N(0,1)  إن  إذ V  معياري مساو  مساوي للصفر وإنحرافتتبع التوزيع الطبيعي بمتوسط حسابي  ً 

 للواحد.  
 من المعادلة الآتية:  σ2ويتم حساب 

σ2 = [
Γ(1+λ)

λΓ((1+λ) 2⁄ )
 .

sin(πλ 2⁄ )

2(λ−1) 2⁄
]
1 λ⁄

....................  (10) 
                  

 Algorithm Steps                        خطوات الخوارزمية                                2-1-4
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 : [14]يتم اتباع الخطوات التالية 
 [12]:المعادلة الاتية  استعمالب ( من الزهورn) لـ الخطوة الأولى: توليد المجتمع الأولي عشوائيا  

X⃗⃗ = min + rand ∗ (max − min)...................... (11) 

إن: إذ  

.دنى لفضاء البحثالحد الأ  : min 

.على لفضاء البحثالحد الأ  : max 

 : rand   [0,1]عدد عشوائي ضمن الفترة. 

,f(x) وتحديد دالة الهدف  x = (x1, x2, . . , xn)  المراد إيجاد أفضل حل لها, تحديد عدد الدورات الكلية
(MCN تحديد عداد الدورات ,)cycle=0 حتمالية التبديل إ, وتحديد p ∈ [0,1]. 

 (.xbestؤخذ أفضل حل وليكن )الخطوة الثانية: حساب دالة الهدف لجميع الزهور ويُ 
نتقل إ( MCNأقل من عدد الدورات الكلية )  cycleالخطوة الثالثة: فحص معيار التوقف , طالما عداد الدورات 

 لا توقف.إإلى الخطوة الرابعة و 
 . U (0,1)يتبع التوزيع المنتظم  rالخطوة الرابعة: لكل زهرة يتم توليد رقم عشوائي وليكن  

rكانت  االخامسة: إذالخطوة  < p لا فيتم  إ( و 5المعادلة ) استعماليتم التلقيح الشامل والذي يتبع توزيع ليفي ب
 (.6المعادلة ) استعمالالتلقيح المحلي والذي يتبع التوزيع المنتظم ب

إذا كانت  fiوتتم مقارنتها بدالة الهدف للحل السابق  fjالخطوة السادسة: حساب دالة الهدف للحل الجديد ولتكن 
fj  أفضل منfi  الحل السابق بالحل الجديد  استبداليتمxi = xj  لا يبقى الحل السابق إوxi  

 كما هو. 
( إذا كانت قيمته أفضل فيتم  xbest( ومقارنته مع ) xnew−bestالخطوة السابعة: إيجاد أفضل حل جديد وليكن  )

xbest تحديث أفضل حل = xnew−best)  يبقى  أسو أ( وإذا كان(xbest )هو.  كما 
 .إلى الخطوة الثالثة والانتقال cycle=cycle+1الخطوة الثامنة: تحديث عداد الدورات 

 .يعتبر الحل الأمثل xbestالخطوة التاسعة: 
 
  Genetic Algorithm(GA)                                            الخوارزمية الجينية 2-2

. لها القدرة 1970سنة   Holland Johnت من قبل العالم س  ر  الخوارزمية الجينية تقنية بحث دُ  تعد            
الخوارزمية الجينية كخوارزمية تكيفية   عملتستُ إخلال العقود الثلاثة المنصرمة ف على حل مسائل الأمثلية المعقدة

 . [17] علميةبشكل واسع في العديد من المجالات ال عملتستُ إوقد   ,لحل مسائل عملية
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                                                         GA GA Cycleالـ دورة أو مراحل  2-2-1

 [6].المراحل الرئيسية للخوارزمية الجينية   (1)ليوضح الشك
 

 
 [18] مراحل الخوارزمية الجينية (1الشكل)

 
 تتبع الخطوات التالية:( GAالـ ) استعمالللحصول على أفضل الحلول للتطبيق ب

                                      Generate Initial Population بتدائيتوليد المجتمع الإ -1
 .(11 المعادلة رقم ) استعمالب  X⃗⃗ ييتم إنشاء المجتمع الأول  

Evaluation                                                                                         التقييم 
2-  

هي مؤشر للكروموسوم والتي  هذه دالة اللياقةإن  .يتم التقييم بتعريف دالة اللياقة لكل كروموسوم
   .[13] توضح مدى قرب هذا الكروموسوم من الحل المطلوب

    Termination Condition                   شرط التوقف                                    -3

بالنسبة   [18]  يفحص شرط التوقف بعد كل جيل لتحديد ما إذا كانت ستستمر الخوارزمية أم تتوقف            
فيتم التوقف, وبالنسبة لمجموعة البيانات الثانية يتم   Gmaxمن  أكبر G الجيل الحالي  للبيانات الأولى إذا كان

 .دورات إذا لم تتغير يتم التوقف 10   فحص دالة اللياقة كل

                                                     Generate New Populationتوليد الجيل الجديد   -4
 :[6]في هذا البحث  المستعملةو  الآتية بالخطوات الثلاثتتمثل عملية توليد الجيل الجديد 

                                                                          Selectionنتقاءالإختيار أو الإ -1
   

كثر صلاحية  يتم إختيار الأفراد الأو نتاج جيل جديد إج و او جل التز أهي عملية إختيار الأفراد  من 
 . نتاجعادة الإ)أفضل دالة لياقة( لإ
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• -: Top- Mate Selection  
 . ب الثاني فيتم إختياره عشوائيا  ما الأأب الأول الذي له أفضل دالة لياقة يتم إختيار الأ  

 
  Crossover                                                                          وجاالتقاطع أو التز  -2

يتم تقاطع    .نتاجعادة الإإ تتم عملية التقاطع وتسمى أيضا  ب نتقاءق الإائبعد إختيار الآباء بإحدى طر 
بوين إذا بن الناتج يكون أفضل من الأن الكروموسوم الإإالفكرة من التقاطع  ,بناء )الجيل الجديد(نتاج الأالآباء لإ 

 Crossover))حتمالية التقاطع إتردد التقاطع يتم التحكم به عن طريق  . اخذ الصفات الجيدة من كليهم أ
Probability (pc)  نواع  أمن  . نواع من التقاطع ولكل نوع تشفير هنالك نوع مناسب من التقاطع أهناك عدة و

 التقاطع:

 (:Heuristic Crossover) التقاطع الحدسي •
بن  إيتم توليد  ,بناءنتاج الأبوين لإيعتمد على قيمة اللياقة للأ إذمع التشفير الحقيقي  عمليست

إلى الجيل الجديد دون أي  ب ذو اللياقة الأفضلخر فهو عبارة عن تمرير الأبن الآما الإأواحد فقط 
 : توضح هذا النوع من التقاطع  ت الآتيةوالمعادلا ,معالجة

fitnessparent1 is better than fitnessparent2 
offspring1 = parent1  ............................................. (12) 
offspring2 = parent1 ± r ∗ (parent1 − parent2)........ (13) 

 ان: إذ
 r  رقم عشوائي يتبع التوزيع المنتظمU (0,1). 
 
                                                                                           الطفرة -3

Mutation 
كثر أوهي عبارة عن تغيير في قيمة الجين الواحد أو  ,تتم عملية الطفرة بعد مرحلة التقاطع

. عملية تي تكون صغيرة عادة  ( والMutation Probability( pm))حتمالية الطفرة إعتماد على للكروموسوم بالإ 
قتراب إلى نتاج حلول جديدة متنوعة وهذا يزيد من سرعة الإإتؤدي إلى  إذالطفرة تحافظ على التنوع في الجيل 

 نواع الطفرات:أالحل الأمثل. من 
قيمة   إذفي التشفير الحقيقي  تعمليس(: Non-Uniform Mutation) منتظمةالغير الطفرة  •

إذا كان رقم الجيل الحالي ف ,ب تتغير في نطاق محدود بالنظر إلى رقم الجيل الحاليالكروموسوم الأ
 .وبينما يزداد رقم الجيل يقل مدى التغيير ايكون مدى التغيير للكروموسوم كبير  ا  صغير 

offspringi = {
parenti + (upperboundi − parenti) ∗ f(G)

or
parenti − (parenti − lowerboundi) ∗ f(G)

}...(14) 

 إن: إذ
: upperboundi على للكروموسومالحد الأ 
: lowerboundi دنى للكروموسوم الحد الأ 

 : دالة مدى التغيير  والتي تحسب من المعادلة  : f(G) 
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f(G) = (r ∗ (1 −
G

Gmax
))

b

....................... (15) 
إن: إذ  

 r      عدد عشوائي يتبع التوزيع المنتظم :.U (0,1)  
 : Gmaxقصى لعدد الاجيالالحد الأ. 
: G     الجيل الحالي. 
: b      الحالي. عتمادية على الجيلمعلمة الحالة والتي تحدد درجة الإ 

 
 Algorithm Steps                                                       خطوات الخوارزمية 2-2-2

 : [19]يتم اتباع الخطوات التالية 
(  , وتحديد (11 المعادلة استعمال( بNبالحجم ) الخطوة الأولى: توليد جيل أولي من الكروموسومات عشوائيا  

,f(x) دالة الهدف  x = (x1, x2, . . , xn) قصى المراد إيجاد أفضل حل لها, تحديد الحد الأ
G ,  تحديد الجيل الحالي Gmaxلعدد الاجيال  = (  pcحتمالية التقاطع )إ, وتحديد 0

 (.pmحتمالية الطفرة )إو 
 الخطوة الثانية: حساب دالة الهدف لجميع الكروموسومات.

 لا توقف.إتقل إلى الخطوة الرابعة و نإ لم يتحقق شرط التوقفالخطوة الثالثة: فحص معيار التوقف, طالما 
 .((Top-Mate Selectionطريقة  استعمالبناء بنتاج الأبوين لإأالخطوة الرابعة: يتم إختيار 

pcross, إذا كانت  pcrossالخطوة الخامسة: توليد عدد عشوائي  < pc طريقة التقاطع   استعماليتم التقاطع ب
 الحدسي. 

pmut, إذا كانت  pmutالخطوة السادسة: توليد عدد عشوائي  < pm الطفرة غير   استعمالتتم الطفرة ب
 المنتظمة. 

 بناء( في الجيل الجديد. الخطوة السابعة : وضع الكروموسومات الناتجة )الأ
 الخطوة التاسعة. نتقل إلىإلا إنتقل إلى الخطوة الرابعة و إ, Nالخطوة الثامنة: طالما حجم الجيل الجديد أقل من 

Gبدال الجيل السابق بالجيل الحالي وتحديث الجيل الحالي إالخطوة التاسعة:  = G + نتقال إلى الخطوة والإ  1
 الثانية. 

 
 Proposed Hybrid Algorithm                    الخوارزمية المهجنة المقترحة   2-3

المشفرة   مع الخوارزمية الجينيةها في هذا العمل تهجينتم  لغرض تحسين اداء خوارزمية تلقيح الزهرة
يكون المجتمع الأولي  إذ تسريع عملية الوصول للحل الامثل بقيم حقيقية. ان الهدف من الخوارزمية المقترحة

تنفيذ خر يتم آبمعنى  المجتمع الذي نتج من الخوارزمية الجينية والأقرب للأمثلية, هو  لخوارزمية الزهرة
بتدائي إ مجتمع ن كعي  يُ الخوارزمية الجينية أولا  والمجتمع الذي يتم الحصول عليه عند تحقق شرط التوقف 

 ثم تنفذ الخوارزمية للحصول على أفضل حل. الزهرةلخوارزمية 
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 النتائج والمناقشة

 بيانات الأوُلى:ال استعمالعند نتائج ال

 :FPAخوارزمية نتائج تنفيذ  -1

  %30للتدريب و %70للبيانات الأولى و بنسبة  FPA)تمت مقارنة نتائج تنفيذ خوارزمية الـ )
( يوضح نتائج تنفيذ الخوارزمية مع أفضل 3. الجدول )[12]و  [11]للإختبار مع النتائج المذكورة في كل من 

 للمعلمات المخمنة. قيم 

 للبيانات الأولى PSO, ABC, DABCمع نتائج  FPAمقارنة نتائج  :(3الجدول )

Best values by FPA RMSE-testing (30%of data) 
Model 

b A FPA DABC ABC PSO 
0.0174 684.3160 77.8622 72.0187 119.6425 80.8963 G_O 

0.7281 22.3832 146.3812 81.9231 158.6753 149.9684 POW 

0.0636 501.8481 16.6277 29.8051 17.091 17.0638 DSS 
 

لجميع النماذج وتفوقت على  (ABC)و  (PSO)على خوارزمية  ((FPAتفوقت خوارزمية  إذ
(DABC)  في نموذج الـ(DSS) .فقط. وقد تم تحديد أفضل القيم بالخط الغامق 

 

 :HFPAنتائج تنفيذ خوارزمية تلقيح الزهرة المهجنة  -2

(  (FPAمقارنة النتائج مع خوارزمية و للبيانات الأولى ولجميع النماذج  المهجنة  تم تنفيذ الخوارزمية
بعدد نفسها  (RMSE)قيمة  إلىتقريبا  توصلت  ((HFPAن ( إ4)عتيادية وكما هو ملاحظ من الجدول الإ

 ((HFPAتم الحصول على عدد الدورات الكلية لخوارزمية  إذ, (FPA) بكثير مما إحتاجته خوارزميةقل دورات أ
 .FPA)( مع عدد دورات الـ )(RGAمن خلال جمع عدد دورات الـ 
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 للبيانات الأولى FPA مع نتائج  HFPAمقارنة نتائج  :(4الجدول )

Improve-
ment 

Hybrid FPA FPA 

Model  Total no. 
of cycles 
by HFPA 

No.  Of 
cycles 
by FPA 

No.  Of 
cycles by 

RGA 

RMSE-
testing 

No.  Of 
cycles 

RMSE-
testing 

27.95% 366 316 50 77.859 508 77.862 G_O 

3.38% 571 491 80 
146.78

5 591 
146.38

1 POW 

50.62% 237 197 40 16.627 480 16.627 DSS 
 

 مجموعة البيانات الثانية:  استعمالعند  نتائجال  

 :FPAخوارزمية  نتائج تنفيذ -1

تم الحصول  (MSE)مرة ثم إختيار أقل  100لكل نموذج من البيانات الثلاثة تم تنفيذ كل خوارزمية 
 (.(MSEعليها ثم يتم حساب معدل الدورات اللازمة للوصول إلى أقل 

 لمجموعة البيانات الثانية  CGA,MGAمع نتائج  FPAمقارنة نتائج 5) الجدول )

Best values found by FPA FPA MGA CGA 

Model 
Data-
set 

C b A 
Av. No. 

 Of 
gen. 

MSE 
Av. No. 
 Of gen. MSE 

Av. No. 
Of gen. MSE 

- 0.032 760.534 759 139.815 5341 139.815 13415 139.815 G_O 
DS1 

2.886 0.178 382.373 809 82.704 15664 82.704 78664 82.704 INFS 

- 0.083 130.201 299 11.617 7331 11.617 48104 11.617 G_O 
DS2 

1.221 0.173 110.631 616 8.980 17490 8.98 77889 8.98 INFS 

- 0.006 1000 325 20.391 3350 22.863 39209 22.863 G_O 
DS3 

3.703 0.087 229.198 889 5.820 20749 5.82 83578 5.82 INFS 
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 HFPA:نتائج تنفيذ خوارزمية تلقيح الزهرة المهجنة  -2

مرة وفي  100إذ  تم التنفيذ لـ لمجموعة البيانات الثانية ولجميع النماذج   المهجنة  تم تنفيذ الخوارزمية           
وعلى عدد الدورات اللازمة للوصول الى هذه القيمة )عدد الدورات لـ  (MSE) كل تنفيذ تم الحصول على قيمة 

RGA  و عدد الدورات لـFPAمن قبل  ( ثم يتم جمع عدد الدورات للحصول على عدد الدورات الكلية اللازمة
تم الحصول  (MSE)إختيار أقل . بعد انتهاء جميع التنفيذات يتم (MSE)الخوارزمية المهجنة للوصول الى قيمة 

مقارنة النتائج مع خوارزمية  (. تمت (MSEأقل عليها ثم يتم حساب معدل الدورات الكلية اللازمة للوصول إلى 
FPA)ن ( إ6)وكما هو ملاحظ من الجدول  عتيادية( الإHFPA))  قيمة نفس إلى تقريبا  توصلت(MSE) 

 .(FPA) بكثير مما إحتاجته خوارزميةقل بمعدل دورات أ

 لمجموعة البيانات الثانية FPA مع نتائج  HFPAمقارنة نتائج  (6الجدول )

Improve-
ment 

HFPA FPA Model Data 
set 

 Av. 
No. Of 
gen. 
by 

HFPA 

No.  Of 
cycles 
by FPA 

No.  Of 
cycles 

by RGA 

MSE-
testing 

Av. 
No. 
Of 

gen. 

MSE-
testing   

30.56% 527 382 60 139.815 759 139.815 G-O 
DS1 

48.20% 419 240 40 82.704 809 82.704 INFS 

71.23% 86 46 20 11.617 299 11.617 G-O 
DS2 

75.32% 152 138 20 8.979 616 8.980 INFS 

92.92% 23 6 20 20.429 325 20.391 G-O 
DS3 

75.02% 222 105 20 5.820 889 5.820 INFS 
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 : FPAوفيما يأتي المقطع البرمجي الخاص بخوارزمية تلقيح الزهرة 

clc; 
mina=-1000;             maxa=1000; 
minb=-1;                maxb=1; 
m1=xlsread(Filename1); m2=xlsread(Filename2); 
l1=length(m1);         l2=length(m2); 

  
%____model________ 
f=inline('a*(1-exp(-b*t))','a','b','t'); 
%f=inline('a*(t^b)','a','b','t'); 
%f=inline('a*(1-(1+(b*t))*exp(-b*t))','a','b','t'); 
n=20; p=0.8; gen=1000; d=2; 
 for k=1:n 
    flo(k,1)=rand*(maxa-mina)+mina; 
    flo(k,2)=rand*(maxb-minb)+minb; 
end 
 %__RMSE training___ 
for i=1:n  
        su=0; 
    for k=1:l1 
        u=f(flo(i,1),flo(i,2),k); 
        su=su+(m1(k)-u)^2; 
    end   
 fitness(i)=sqrt(su/l1); 
end 
[fmin,I]=min(fitness); 
best=flo(I,:); 
nflo=flo; 
 itr=1; 
while itr<=gen 
     for i=1:n 
         if rand<p 
              beta=3/2; 
        

sigma=(gamma(1+beta)*sin(pi*beta/2)/(gamma((1+beta)/2)*beta*2^((beta-

1)/2)))^(1/beta); 
              u=randn(1,d)*sigma; 
              v=randn(1,d); 
              step=u./abs(v).^(1/beta); 
              L=0.01*step; 
             dS=L.*(flo(i,:)-best); 
             nflo(i,:)=flo(i,:)+dS; 
         else 
              epsilon=rand; 
              JK=randperm(n); 
              nflo(i,:)=nflo(i,:)+epsilon*(flo(JK(1),:)-

flo(JK(2),:)); 
         end %if 
          su=0; 
         for k=1:l1 
             u=f(nflo(i,1),nflo(i,2),k); 
             su=su+(m1(k)-u)^2; 
         end  
         Fnew=sqrt(su/l1); 
          if (Fnew<=fitness(i)), 
                flo(i,:)=nflo(i,:); 
                fitness(i)=Fnew; 
           end 
           if Fnew<=fmin, 
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                best=nflo(i,:); 
                fmin=Fnew   ; 
           end 
     end %for i=1:n 
 itr=itr+1;     
end %while 
 su=0; 
for k=1:l2 
    u=f(best(1),best(2),k+78); 
    su=su+(m2(k)-u)^2; 
 end     
 RMSEtesting=sqrt(su/l2); 

 

 كالاتي:  HFPAالمقطع البرمجي الخاص بخوارزمية الزهرة المهجنة 
%________________###### HFPA ########____________________ 
[ch,loRGA,hoh]=hh(Filename1,Filename2) 
mina=-1000; maxa=1000; 
minb=-1;    maxb=1; 
m1=xlsread(Filename1); m2=xlsread(Filename2); 
l1=length(m1);         l2=length(m2); 
 %____model________ 
f=inline('a*(1-exp(-b*t))','a','b','t'); 
% f=inline('a*(t^b)','a','b','t'); 
% f=inline('a*(1-(1+(b*t))*exp(-b*t))','a','b','t'); 
 n=20; p=0.8; gen=1000; d=2;  
flo=ch; 
arrf=zeros(1,gen);  
 %__RMSE training___ 
for i=1:n  
        su=0; 
    for k=1:l1 
        u=f(flo(i,1),flo(i,2),k); 
        su=su+(m1(k)-u)^2; 
    end   
 fitness(i)=sqrt(su/l1); 
end 
[fmin,I]=min(fitness); 
best=flo(I,:); 
nflo=flo; 
itr=1; 
while itr<=gen 
     for i=1:n 
         if rand<p 
              beta=3/2; 
              

sigma=(gamma(1+beta)*sin(pi*beta/2)/(gamma((1+beta)/2)*beta*2^((beta-

1)/2)))^(1/beta); 
              u=randn(1,d)*sigma; 
              v=randn(1,d); 
              step=u./abs(v).^(1/beta); 
              L=0.01*step; 
             dS=L.*(flo(i,:)-best); 
             nflo(i,:)=flo(i,:)+dS; 
           else 
              epsilon=rand; 
              JK=randperm(n); 
              nflo(i,:)=nflo(i,:)+epsilon*(flo(JK(1),:)-

flo(JK(2),:)); 
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         end %if 
         su=0; 
         for k=1:l1 
             u=f(nflo(i,1),nflo(i,2),k); 
             su=su+(m1(k)-u)^2; 
         end  
          Fnew=sqrt(su/l1); 
          if (Fnew<=fitness(i)), 
                flo(i,:)=nflo(i,:); 
                fitness(i)=Fnew; 
           end 
           if Fnew<=fmin, 
                best=nflo(i,:); 
                fmin=Fnew   ; 
           end 
     end %for i=1:n 
 itr=itr+1;        
end %while 
su=0; 
for k=1:l2 
    u=f(best(1),best(2),k+78); 
    su=su+(m2(k)-u)^2; 
 end     
 RMSEtesting=sqrt(su/l2); 
 

 %_____________###################____GA_____#################### 
 function [ch,loRGA,hoh]=hh(Filename1,Filename2) 
mina=-1000; maxa=1000; 
minb=-1;    maxb=1; 
m1=xlsread(Filename1); m2=xlsread(Filename2); 
l1=length(m1);         l2=length(m2); 
 %____model________ 
f=inline('a*(1-exp(-b*t))','a','b','t'); 
% f=inline('a*(t^b)','a','b','t'); 
% f=inline('a*(1-(1+(b*t))*exp(-b*t))','a','b','t'); 

  
%initial 
size=20; gen=1000; po=0; 
ch=zeros(size,2);    
for k=1:size 
    ch(k,1)=rand*(maxa-mina)+mina; 
    ch(k,2)=rand*(maxb-minb)+minb;   
end 
I=1; 
%generation 
while(I<=gen) 
    num=size; 
    t=0; 
for j=1:size 
   fitt(j)=fittness(ch(j,1),ch(j,2),l1,m1,f); 
end 
%selection 
  while(num>=2) 
       [val seq]=min(fitt); 
       p1=ch(seq,:); 
       h=randperm(num); 
       for e=1:num 
            if(h(e)~=seq) 
                a=h(e); 
            break 
            end 
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       end 
         p2=ch(a,:); 
  off1=p1; 
  off2=p2; 
 if(rand<0.5) 
%cross 
[off1,off2]=crossover(p1,p2); 
 end           
%mutation 
pmut=rand; 
if(pmut<0.1) 
 off=mutation(off2,I,gen,maxa,mina,maxb,minb);   
end   
%store 
  t=t+1; 
  newch(t,:)=off1; 
  newfitt(t)=fittness(off1(1,1),off1(1,2),l1,m1,f); 
  t=t+1; 
  newch(t,:)=off2; 
  newfitt(t)=fittness(off2(1,1),off2(1,2),l1,m1,f); 
%delete from ch and fitt 
dch=inf(size,2); 
dfitt=inf(size,1); 
      z=0; 
       for fd=1:num 
         if((fd~=a)&&(fd~=seq)) 
            z=z+1; 
            dch(z,:)=ch(fd,:); 
            dfitt(z)=fitt(fd); 
          end 
       end 
      ch=zeros(size,2); 
      fitt=zeros(size,1); 
     ch=dch; 
     fitt=dfitt; 
     num=num-2; 
  end %end while(num>=2) 
  ch=newch;  
  fitt=newfitt; 
  newch=zeros(size,2); 
  newfitt=zeros(size,1); 
if round(I/10)==I/10,      
 [va ya]=min(fitt); 
   po=po+1; 
   gg(po)=va; 
     if po>1 
         z1=abs(va-gg(po-1)); 
         if (z1<0.0001) 
           break 
         end 
      end 
 end 
I=I+1;   
end  %end while(I<=gen)  
 [val y]=min(fitt); 

  
%______RMSE testing____________ 
 rmse=RMSEF(ch(y,1),ch(y,2),l2,m2,f); 

  
%________crossover____________________________________ 
function [off1,off2]=crossover(p1,p2) 
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off1=p1; 
off2=p1-rand*(p1-p2); 

  
%_______mutation______________________________________ 
function off=mutation(off,I,gen,maxa,mina,maxb,minb) 
   fg=(rand*(1-(I/gen)))^5; 
      off(1,1)=off(1,1)+(maxa-off(1,1))*fg; 
      off(1,2)=off(1,2)-(off(1,2)-minb)*fg; 
  

%_______fitness_____________________________________           
 function fitt=fittness(a,b,l1,m1,f) 
    su=0; 
  for k=1:l1 
    u=f(a,b,k); 
    su=su+(m1(k)-u)^2; 
  end     
 fitt=sqrt(su/l1); 
  

%__________RMSEF__________ 
 function rmse=RMSEF(a,b,l2,m2,f) 
      su=0; 
  for k=1:l2 
    u=f(a,b,k+78); 
    su=su+(m2(k)-u)^2; 
  end     
 rmse=sqrt(su/l2); 

 

 

 الاستنتاجات والتوصيات

لكنها تعاني من عدة مشاكل, لذلك  ((SRGMsق تقليدية لتخمين معلمات نماذج الـ ائهنالك عدة طر         
خوارزمية  ن خوارزميات السرب هي م خوارزمية استعمالتم  إذاستخدمنا طرائق الذكاء الإصطناعي للتخمين, 

الخوارزمية   خوارزمية تطورية وهي الخوارزمية الجينية الحقيقية, ثم تم تهجين استعمالتلقيح الزهرة, وكذلك تم 
 ,PSO,ABC)ذكاء السرب. تمت مقارنة النتائج مع نتائج خوارزميات الـ  الجينية مع خوارزمية

DABC,CGA,MGA) .  خوارزمية  تياجاح خوارزمياتال تنفيذنتائج من خلال يلاحظ و (HFPA) إلى عدد
تناقصت عدد الدورات في الخوارزمية   إذللوصول إلى أفضل حل,  (FPA) دورات أقل مما إحتاجته خوارزمية 

 (.6( و )4المهجنة بالنسب المذكورة في الجدولين )
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